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学術・技術論文

ニューラルネットによるロボットインピーダンスの
オンライン学習

辻　　　敏　夫� 赤　松　寛　優� 原　田　研　介� 金　子　　　真�

On{line Learning of Robot Arm Impedance Using Neural Networks

Toshio Tsuji�, Hiromasa Akamatsu�, Kensuke Harada� and Makoto Kaneko�

Impedance control is one of the most e�ective control methods for a manipulator in contact with its environ-

ments. The characteristics of force and motion control, however, are determined by the impedance parameters of

the end{e�ector of the manipulator which must be designed according to the given task. In this paper, we propose a

method to regulate impedance parameters of the manipulator's end{e�ector while identifying the characteristics of

the environments using neural networks through on{line learning. Four kinds of neural networks are used: three for

the position, velocity and force control of the end{e�ector, and one for the identi�cation of environments. First, the

neural networks for the position and velocity control are trained during free movements. Then, the neural networks

for the force control and the identi�cation of environments are trained during contact movements. Computer simu-

lations show that the method can regulate sti�ness, viscosity and inertia parameters of the end{e�ector and identify

the unknown property of the environments through on{line learning.
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1. ま え が き

環境に接触して作業を行う場合，環境からの拘束にしたがっ
て位置だけでなく力の制御が必要となる．インピーダンス制御
は，環境に対するマニピュレータの手先の動特性を望ましい値
に設定しようとするもので，位置と力の制御を必要とする作業

に有効である [1]．しかしながらこのためには，環境や与えられ
た作業内容，またそれらの時間変化を考慮して適切なインピー
ダンスパラメータや目標軌道を設定する必要があり，その設定
法を一般的に導出することは容易ではない．従来からこの問題

に対する研究が活発に行われており，インピーダンスパラメー
タ自体を学習的に調節する方法や手先の目標軌道を望ましい方
向に修正する方法などが検討されている．
例えば Luo and Ito [2]は，自由運動時における手先の追値

制御特性を設計した上で拘束運動時のコンプライアンス性を保
つように規範モデルを選択するというモデルマッチング法を提
案している．また，山本ら [3]は，与えられた作業に対してま
ず目標のインピーダンスを設定し，環境との接触位置と接触力

に基づいてタスクインピーダンスと目標軌道の両方を修正する
ことで目標接触力を実現するというタスクインピーダンス制御
を提案している．しかしながらいずれの方法においても，環境
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が非線形特性を含んでいる場合や未知の場合には，適切なイン
ピーダンスパラメータや目標軌道の調節は難しい．

この問題に対して本研究では，ニューラルネット（以下 NN

と略記）を用いて学習的に目標インピーダンスを調節すること
を考える．これまでにも，NNをマニピュレータの力制御やハ
イブリッド制御 [4]～ [11]に応用した研究は数多く行われてい

る．またNNを利用したインピーダンス制御に関しても多くの
研究報告がなされているが，それらの多くはマニピュレータや
環境のモデルに含まれる不確かさや外乱に対して学習的に望ま
しいインピーダンスを実現しようとするもので，目標インピー

ダンス自体はあらかじめ与えられると仮定している [12]～ [16]．
これに対して目標インピーダンスそのものを作業や環境に応じ
て学習的に獲得しようとする研究もいくつか報告されている．
例えば，Asada [17]は，力フィードバック制御器にNNを用

いることで，非線形な粘性コンプライアンスを学習的に求める
方法を提案した．Cohen and Flash [18]は，手先の速度と力の
評価に基づいてNNによる学習的な粘弾性パラメータ調節法を
検討している．この方法では，目標速度の修正を行うことで学

習効率の向上を図っているが，慣性インピーダンスの調節は考
慮しておらず，また対象とする作業は拘束運動に限定している．
またYang and Asada [19]は作業速度を段階的に変化させなが
ら目標インピーダンスを学習するというProgressive learning

法を提案しているが，作業速度の変化のさせ方が明確でなく，

また学習終了までに非常に多くの繰り返し試行（100～300回）
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が必要である．これに対して，辻ら [20] [21]は慣性，粘性，剛
性のすべてのインピーダンスパラメータの調節をNNを利用し
た繰り返し学習で行っており，同時に目標軌道を修正すること
で自由運動から拘束運動への滑らかな移行が可能であることを

示した．しかしながらこの方法ではオフライン学習を用いてい
るため，周期的な作業にしか用いることができない．
そこで本論文では文献 [20] [21]の方法を拡張し，NNを用い

て学習的に慣性，粘性，剛性のインピーダンスパラメータを調

節すると同時に目標軌道も積極的に修正可能なオンライン学習
法を開発することを目的とする．しかしながら，オンライン学
習を実現するためには，適切な学習則の導出が必要であり，そ
のためには環境の特性を同定する必要がある．本論文で提案す

る方法は，環境のモデル化誤差を同定するNNを用いることに
より，環境の同定とインピーダンスパラメータの学習を同時に
実現することができる．以下，2.でインピーダンス制御の定式
化を行い，3章で手先インピーダンスを学習する NNと環境の

モデルを同定するNNの学習則を導出する．4.では接触作業の
一例として，モデル化誤差を含む環境に対する自由運動から拘
束運動への移行作業を取り上げ，シミュレーションにより本手
法の有効性を検討する．

2. インピーダンス制御

一般に環境に接触しているマニピュレータの運動方程式は，

作業空間の自由度を l，関節自由度を m とすると，

M (�) �� + h
�
�; _�

�
+ g(�) = � + JT (�)Fc （1）

となる．ここで，� 2 <m は関節角度ベクトル，M(�) 2 <m�m

は慣性行列，h(�; _�) 2 <m はコリオリ力，遠心力等を表す
項，g(�) 2 <m は重力トルク，� 2 <m は関節駆動トルク，
J 2 <l�m はヤコビ行列を表す．また，Fc 2 <l は環境から手
先に作用する接触力であり，環境を時変で非線形な要素を含む

モデルを用いて表現すると，

Fc = g
�
dXo; d _Xo; d �Xo; t

�
（2）

となる．ただし，dXo = Xe

o �X は手先の現在位置 X と環境

の平衡位置 Xe

o との偏差を表す．g(�) は非線形関数である．
いま，手先の目標インピーダンスを作業空間で

Med �X +Bed _X +KedX = Fd � Fc （3）

により記述する．ただし，Me; Be; Ke 2 <l�l はそれぞれ，手先
の目標慣性行列，目標粘性行列，目標剛性行列で，dX = Xd�X

は目標手先位置 Xd と現在位置 X との偏差を，Fd 2 <l は目
標接触力を表す．

式（1）に対して，

� =
�
M̂�1

(�)JTMx(�)J
	T

ĥ(�; _�) + ĝ(�)� JT (�)Fc

+JTMx(�)
�
Fact � _J _�

	
（4）

のような非線形補償を行うとマニピュレータのダイナミクスは
次のように線形化される．

�X = Fact （5）

Fig. 1 Impedance control system represented in the task space

ただし，ĥ(�; _�)，ĝ(�) はそれぞれ h(�; _�)，g(�) の推定値，

Mx(�) = (JM̂�1(�)JT)�1 2 <l�l はアームが特異姿勢にない
限り正則で，M̂(�)は慣性行列の推定値を表す．また，Fact 2 <l

は作業空間で表現した制御入力である．
このとき，式（3）の目標インピーダンスを実現する制御入

力は，

Fact = Ft + Ff + �Xd （6）

Ft =M�1
e (Bed _X +KedX) （7）

Ff = �M�1
e (Fd � Fc) （8）

となる [2] [20] [21]．
Fig. 1 にインピーダンス制御系のブロック線図を示す．図か

ら明らかなように，自由運動時には Fd = Fc = 0 となり，位

置，速度制御のみが機能する．一方，環境と接触している拘束
運動時には同時に力制御も行われる．しかしながら，この手先
の追値特性はインピーダンスパラメータに大きく依存する．そ
こで次章では，これらのインピーダンスパラメータをNNによ

り学習的に調節する方法を提案する．

3. 手先インピーダンスのオンライン学習

3. 1 制御系の構造

本手法では，インピーダンスパラメータを調節するための

NNと環境を同定するための NNを制御系に導入する．Fig. 2
に本論文で提案する制御系の構成を示す．この制御系には位置
制御を行う PCN（Position Control Network）と速度制御を
行うVCN（Velocity Control Network)，さらに力制御を行う

FCN（Force Control Network）の三つのNNが組み込まれて
いる．PCNおよびVCNは手先の位置，速度，目標軌道との偏
差を，FCNはさらに接触力を入力とし，手先インピーダンス
パラメータM�1

e Be，M�1
e Ke，M�1

e をそれぞれ出力する多層

型 NNである．ただし，入力ユニットには線形の出力関数を，
中間層，出力層にはシグモイド関数 �i(x)

�i(x) = aitanh(x) （9）

を用いる．ai はユニットからの出力の最大値を調節するための
正の定数である．また，各 NNの出力は

Op =
�
oTp1; o

T

p2; � � � ; o
T

pl

�T
（10）

Ov =
�
oTv1; o

T

v2; � � � ; o
T

vl

�T
（11）

Of =
�
oTf1; o

T

f2; � � � ; o
T

fl

�T
（12）
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Fig. 2 Impedance control system including three neural net-

works

のように表現する．ただし，opi，ovi，ofi 2 <l はそれぞれ
M�1

e Be，M�1
e Ke，M�1

e の第 i行に対応したベクトルで，Op，

Ov，Of 2 <l
2

はそれぞれ PCN，VCN，FCNの出力を縦に
並べたベクトルである [20]．
3種類のNNの学習は次のような手順で行う．まず，マニピュ

レータを自由空間で運動させることにより，目標軌道に対する

手先の追従誤差（位置誤差 dX と速度誤差 d _X）を減少させる
ように PCNと VCNを学習する．そして，自由運動の学習が
終了した後，マニピュレータに接触作業を行わせる．このとき，
PCNとVCNは固定し，手先の力制御誤差を減少させるように

FCNおよび目標軌道 Xd を修正する．FCNだけでなく目標軌
道の修正を行うことにより，より効果的な学習を目指している．
3. 2 自由運動の学習

Fig. 3 に自由運動におけるPCN，VCNの構成を示す．この
とき，マニピュレータの制御入力 Fact は，

Fact = Ft + �Xd = Fp + Fv + �Xd

=

2
664

oTp1

oTp2

� � �

oT
pl

3
775 dX +

2
664

oTv1

oTv2

� � �

oT
vl

3
775 d _X + �Xd （13）

となる．ここで，Fp，Fv 2 <l はそれぞれ，PCN，VCNを用
いて計算された制御入力である．
学習の評価関数には

Et(t) = Ep(t) + Ev(t) （14）

Ep(t) =
1

2
dX(t)TdX(t) （15）

Ev(t) =
1

2
d _X(t)Td _X(t) （16）

を用い，PCNおよびVCNの重み係数 w
(p)

ij
，w(v)

ij
を誤差の最

急降下方向へ修正する．

�w
(p)

ij
(t) = ��p

@Et(t)

@w
(p)

ij
(t)

（17）

�w
(v)

ij
(t) = ��v

@Et(t)

@w
(v)

ij
(t)

（18）

@Et(t)

@w
(p)

ij
(t)

=
@Et(t)

@X(t)

@X(t)

@Fp(t)

@Fp(t)

@Op(t)

@Op(t)

@w
(p)

ij
(t)
（19）

Fig. 3 Neural networks for trajectory control

@Et(t)

@w
(v)

ij
(t)

=
@Et(t)

@ _X(t)

@ _X(t)

@Fv(t)

@Fv(t)

@Ov(t)

@Ov(t)

@w
(v)

ij
(t)
（20）

�p，�v は各 NN の学習率を表す．ここで，@Et(t)

@X(t)
，@Et(t)

@ _X(t)
，

@Fp(t)

@Op(t)
，@Fv(t)

@Ov(t)
は式（13）～（16）より計算可能であり， @Op(t)

@w
(p)

ij
(t)

と @Ov(t)

@w
(v)

ij
(t)
は誤差逆伝播法 [22]により計算できる．しかしなが

ら @X(t)

@Fp(t)
， @ _X(t)

@Fv(t)
はマニピュレータのダイナミクスを考慮して

計算せねばならない．

オンライン学習を行うためには式（19），（20）に含まれる偏
微分計算を毎サンプリングごとに行うことになる．そこで，微
小な変分量を用いて @X(t)

@Fp(t)
�

�X(t)

�Fp(t)
， @ _X(t)

@Fv(t)
�

� _X(t)

�Fv(t)
と近

似する．Fp，Fv を微少量 �Fp，�Fv だけ変化させたとき，

�X(t) � �Fp(t)�t
2
s （21）

� _X(t) � �Fp(t)�ts （22）

と近似することができるので [23]， @X(t)

@Fp(t)
� �t2sI，

@ _X(t)

@Fv(t)
�

�tsI を得る．ただし，�ts は十分に小さなサンプリングタイ
ムで，I は l 次の単位行列である．
以上より，この学習則を用いて追値誤差が最小となるまで学

習を行うことができれば，PCN，VCNはそれぞれ最適なイン

ピーダンスパラメータ M�1
e Ke，M�1

e Be をネットワークの出
力 Op(t)，Ov(t) として表現することになる．
3. 3 NNによる環境の同定

拘束運動における手先インピーダンスの学習をオンラインで
行うためには，力制御誤差を手先の運動誤差に変換して学習を
行うことになるため，環境モデル

F̂c = ĝ
�
dXo; d _Xo; d �Xo; t

�
（23）

の同定が必要となる．

ここで問題によっては環境モデルがあらかじめ与えられる場
合も考えられる．本論文では線形で時不変な環境モデル

Fcm = gm
�
dXo; d _Xo; d �Xo

�
= KcdXo +Bcd _Xo +Mcd �Xo （24）

が与えられるものとする．ただし，Kc，Bc，Mc2 <l�l は環
境モデルの剛性，粘性，慣性である．しかしながら，一般には

実際の環境式（2）と与えられた環境モデル gm の間には誤差
が生じる可能性があるため，ここではニューラルネット EIN
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Fig. 4 Identi�cation of the environment using EIN

（Environment Identi�cation Network）を用いて環境モデル
の同定を行う．EINを導入した環境モデルの構成を Fig. 4 に

示す．EINはあらかじめ与えられた環境モデル gm と並列に配
置し，接触力の推定を行う．EINの入力は測定した接触力およ
び，手先位置，速度，加速度で，出力は接触力の修正量 Fcn で
ある．このとき接触力の推定値は

F̂c = Fcm + Fcn （25）

となる．
EINの学習は評価関数

Ee(t) =
1

2

�
F̂c(t)� Fc(t)

	T �
F̂c(t)� Fc(t)

	
（26）

を減少するように行う．EINの重み係数 w
(e)

ij
の修正量は，

�w
(e)

ij
(t) = ��e

@Ee(t)

@w
(e)

ij
(t)

（27）

@Ee(t)

@w
(e)

ij
(t)

=
@Ee(t)

@F̂c(t)

@F̂c(t)

@Fcn(t)

@Fcn(t)

@w
(e)

ij
(t)

（28）

となる．�e は NNの学習率を表す．ここで @Ee(t)

@F̂c(t)
， @F̂c(t)

@Fcn(t)

は式（25），（26）より計算可能で，@Fcn(t)

@w
(e)

ij

は誤差逆伝播法を用

いて計算できる．
この学習則を用いて評価関数 Ee(t) が最小となるまで学習を

行ったとき，F̂c = Fc の関係が成り立ち，F̂c を拘束運動の学
習則に利用することが可能となる．

3. 4 拘束運動の学習

次にFig. 5 に拘束運動における FCNの構成を示す．拘束運
動時は目標手先力を実現する方向に FCNの学習を行う．ただ
し，PCNおよび VCNの重み係数は固定しておく．このとき，

マニピュレータへの制御入力 Fact は式（13）を変更して，

Fact = Ft + Ff + �Xd

= Ft �

2
664

oTf1

oTf2

� � �

oT
fl

3
775 (Fd � Fc) + �Xd （29）

となる．

FCNの学習は評価関数

Ef (t) =
1

2
fFd(t)� Fc(t)g

T
fFd(t)� Fc(t)g （30）

Fig. 5 Neural network for force control

を減少をさせるように行う．FCNの重み係数 w
(f)

ij
(t) は誤差

の最急降下方向へ修正する．

�w
(f)

ij
(t) = ��f

@Ef (t)

@w
(f)

ij
(t)

（31）

@Ef (t)

@w
(f)

ij
(t)

=
@Ef (t)

@Fc(t)

�
@Fc(t)

@X(t)

@X(t)

@Ff (t)
+

@Fc(t)

@ _X(t)

@ _X(t)

@Ff (t)

+
@Fc(t)

@ �X(t)

@ �X(t)

@Ff (t)
g
@Ff (t)

@Of (t)

@Of (t)

@w
(f)

ij
(t)

（32）

�f はNNの学習率を表す．@Ef (t)

@Fc(t)
，@Ff (t)

@Of (t)
は式（29），（30）よ

り計算可能であり， @Of (t)

@w
(f)

ij
(t)
は誤差逆伝播法により計算できる．

@X(t)

@Ff (t)
， @ _X(t)

@Ff (t)
， @ �X(t)

@Ff (t)
は自由運動時と同様に @X(t)

@Ff (t)
� �t2sI，

@ _X(t)

@Ff (t)
� �tsI，

@ �X(t)

@Ff (t)
= I と近似することができる． 一方，

@Fc(t)

@X(t)
，@Fc(t)

@ _X(t)
，@Fc(t)

@ �X(t)
の計算は環境のダイナミクスを考慮し

なければならないため，環境モデルにより推定した F̂c を用い
る．F̂c = Fc が成り立つまで EINの学習が進んでいれば，式

（24），（25）を用いることでこれらの偏微分計算が可能となる．
さらに拘束運動では，FCNの学習の負担を軽減するために，
インピーダンスパラメータを調節するだけでなく，同時に目標
軌道の修正も行う．目標軌道の修正量 �Xd(t) は，

�Xd(t) = ��d
@Ef (t)

@Xd(t)
（33）

@Ef (t)

@Xd(t)
=

@Ef (t)

@F̂c(t)

@F̂c(t)

@X(t)

@X(t)

@Ff (t)

@Ff (t)

@Xd(t)
（34）

となる．�d は目標軌道の修正率を表す．目標速度の修正も同様

に行うことができる．
以上より，この学習則を用いて手先の力誤差が最小となるま

で学習を行ったとき，FCNは最適なインピーダンスパラメータ
M�1

e をネットワークの出力 Of (t) として表現することになる．

本節で導出した学習則は環境モデルの同定が十分進んでいる
場合 (F̂c � Fc)のみ有効である．しかしながら，予期せぬ環境
の特性の変化や EINの学習誤差などにより，F̂c の推定誤差が
増大する恐れがある．そこで FCNの学習率 �f および目標軌

道の修正率 �d を同定誤差の関数とする．

�f (t) =
�MAX
f

1 + pEe(t)
（35）

�d(t) =
�MAX
d

1 + pEe(t)
（36）
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ここで，�MAX
f ，�MAX

d はそれぞれ �f (t)，�d(t) の最大値で，p
は正の定数である．この関数を用いることで EINの学習が十
分進んでおらず学習誤差 Ee(t) が大きい場合には，自動的に学
習率，修正率が小さくなり，誤った学習が行われるのを回避す

ることができる．

4. 接触作業への応用

本手法の有効性を検討するため，4関節マニピュレータによ

る平面運動のコンピュータシミュレーションを行った．一例と
して，Fig. 6 に示す自由運動と拘束運動の両方を含む作業を取
り上げる．なお，インピーダンス制御則には冗長マニピュレー
タを対象とした階層型インピーダンス制御則 [24] [25] を用い
た．使用したマニピュレータのリンクパラメータは Table 1

に示す．

4. 1 自由運動の学習

まず自由運動における PCN，VCN の学習を行う．用いた

NNは，PCN，VCNともに 4層構造で，ユニット数は入力層
8，中間層 20�2 層，出力層 4である．重み行列 w

(p)

ij
，w(v)

ij
の

初期値はともに jwij j < 0:01 の一様乱数で，学習率は試行錯
誤的に決定し，�p = 13; 000，�v = 15 とした．学習率がかな

り大きな値になっているのは，学習則に式（21），（22)の �t2s，
�ts が含まれるためである．動力学計算のサンプリングタイム
を �ts = 0:001 [s]としたので，これを補うために学習率をか
なり大きく設定する必要があった．また，NNの出力値は最大

値を 100，最小値を �100とした．
Fig. 7 に学習に伴うマニピュレータの手先軌道の変化を示
す．手先の目標軌道は 8 [s]で反時計回りに一回転する円軌道
で，時間軌道は滑らかな 5次多項式 [26]で与えた．Fig. 7 は学

習を行わずにこの目標軌道を一回転分（8秒間）マニピュレー
タに与えた場合の結果と，NNの学習を行いながらこの目標軌
道を連続して 2回転分（16秒間）与えた場合の結果を重ね書い

Fig. 6 An example of a contact task

Table 1 Link parameters of the four{link manipulator

link 1 link 2 link 3 link 4

length [m] 0.2 0.2 0.2 0.2

mass [kg] 1.57 1.57 1.57 1.57

moment of inertia [kgm2] 0.8 0.8 0.8 0.8

ている．図中の数字はこの回転の回数を表す．
図よりNNの学習を行わない場合は，目標軌道に対する追値

能力は非常に低いが，オンラインで学習を行うことにより，1
回目からほぼ目標軌道を追従しており，2回目以降ではほとん

ど一致していることが分かる．
Fig. 8 に学習前と学習後の PCNと VCNの出力であるイン

ピーダンスパラメータを示す．(a)は自由運動を行う前の値で，
(b)は学習終了時の行列の各要素をグラフ表示したものである．

学習後のインピーダンスパラメータは対角要素が増加し，非対
角要素は非常に小さい値に収束していることが分かる．また，
各出力値は時間に依らずほぼ一定の値を示した．

4. 2 拘束運動の学習

次に学習後の PCN，VCNを用いて，拘束運動の学習を行

う．マニピュレータにとって環境の位置は未知で，モデル化誤
差を含んでいる．そこで環境に接触した時点からモデル化誤差
を EINで同定しながら，接触力の推定値 F̂c を用いて FCNの

Fig. 7 End{point trajectories of the manipulator during learn-

ing of a free movement

Fig. 8 Impedance parameters before and after learning of a free

movement
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Fig. 9 Identi�cation error of the environment during learning of

a constrained movement

学習と目標軌道の修正を行う．
FCNおよびEINは 4層構造で，ユニット数は入力層がFCN

は 10，EINは 8，中間層 20�2 層，16，出力層 4である．学習
率は �MAXf = 0:0001，�MAXd = 0:01，p = 10，�e = 0:001

で，手先の目標接触力は Fd = (0; 5)T [N]とした．FCNの学
習では，学習則式（31）（32）の中に環境の特性が含まれること

になる．後述するように，シミュレーションでは非常に剛性の
高い環境を用いているため，この部分が等価的に学習率として
働き，その結果 FCNの学習率は自由運動時の PCN, VCNの
学習率に比較して小さな値となっている．

環境の特性は x < �0:1 [m] では Kc = diag: [0; 10000]

[N/m]，Bc = diag: [0; 20] [Ns/m]，Mc = diag: [0; 0:1] [kg]で
環境モデル gm（式（24））と等しいが，x � �0:1 [m]ではモ
デル化誤差が存在し，非線形特性を有するものとする．

Fcy = Kcydy
2
o +Bcyd _y

2
o +Mcyd�yo （37）

ただし，Fcy は環境から手先に働く法線方向の力で，接線方向
は Fcx = 0，また各パラメータは Kcy = 1; 000; 000 [N=m2]，

Bcy = 2; 000 [Ns=m2]，Mcy = 0:1 [kg] とした．
Fig. 9 にEINの学習によって得た F̂c と実際の接触力 Fc と

Fig. 10 End{point force of the manipulator during learning of

a contact movement

の誤差の 2乗和 Ee(t)（式（26））の時間変化を示す．(a)は学
習前，(b)は 1回目，(c)は 2回目の作業時のものである．学習
前では非常に大きな誤差が生じているのに対し，学習を行うと，
手先が環境に接触する瞬間および，環境の特性が不連続に変化

する瞬間にはある程度の誤差が生じているが，学習を重ねるに
つれて誤差が減少している様子が分かる．
Fig. 10 にマニピュレータの姿勢と手先接触力 Fc の変化を

示す．学習が十分に進むまでは自由運動で学習した大きなイン

ピーダンスを有しているため，接触の際に大きな接触力を生じ
る．ところが，FCNの学習と目標軌道の修正が進むにつれ，し
だいに目標接触力（5 [N]）に近づき，学習後は接触した瞬間か
ら目標接触力が実現されていることが分かる．しかしながら，

環境特性が不連続に変化する瞬間には，EINの学習に誤差が含
まれるため手先接触力に制御誤差が残っている．
また，Fig. 11 に 1回目と 10回目の作業時の FCNの出力

であるインピーダンスパラメータ M�1
e の時間変化を示す．図

中の (i; j) は行列 M�1
e の (i; j) 要素を表している．y 方向の

モビリティである (2; 2) 要素以外は非常に小さな値に収束し
ている．一方，学習後の (2; 2) 要素の時間変化から，慣性パラ
メータは接触面の法線方向 (y 軸方向）の値が環境と接触して

いる間のみ減少していることが分かる．拘束運動の学習中は
PCN，VCNの出力であるインピーダンスパラメータM�1

e Ke，
M�1

e Be の学習は行わないため，これらの出力はほぼ一定に保
たれる．したがって環境と接触している間は法線方向の粘弾性

Ke，Be も小さくなり手先をやわらかくしていることになる．
最後に，Fig. 12 に目標軌道の変化を示す．接触力が目標接
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Fig. 11 Impedance parameters before and after learning of a

contact movement

Fig. 12 Virtual trajectories of the manipulator during learning

触力より大きい場合は，目標軌道は環境の表面に近づく方向に
修正され，接触力が目標接触力より小さい場合は，環境の表面

から遠ざかる方向に修正されている．これにより，手先が環境
に接触した時点から離れる瞬間まで目標接触力を実現するよう
に目標軌道が修正されていることが分かる．
以上，非線形な特性を含む未知の環境に接触した場合でも，

EINで環境を同定し，オンラインで手先インピーダンスの調節
が実現できることを示した．

5. ま と め

本論文では，NNを利用してマニピュレータのインピーダン
スパラメータをオンラインで学習的に調節する方法を提案した．
オンラインでの学習を可能とするためには適切な学習則の導出
が必要であるが，本手法ではインピーダンスパラメータを調節

するNNとは別に，環境の非線形特性を同定するNNを導入す
ることでオンラインによるインピーダンスパラメータの学習を

実現した．インピーダンスパラメータの学習は，追値制御誤差
と力制御誤差を減少させるように行い，剛性，粘性，慣性の全
パラメータを調節することができる．さらに同時に目標軌道の
修正を積極的に導入することで，手先の目標接触力の実現可能

性を高めている．
本論文で提案したオンライン学習法と文献 [20] [21]のオフラ
イン学習法との最も大きな違いは，繰り返し試行が本質的に必
要かどうかという点にある．文献 [20] [21]のオフライン学習法

では誤差の勾配方向を前回の試行結果から計算しているので，
必ず繰り返し試行を行う必要がある．一方，本手法では誤差の
勾配方向をオンラインで計算することができるので，NNの学
習が効率よく進めば必ずしも繰り返し試行を必要としない．例

えば自由運動の学習（Fig. 7）では 1回目の試行から目標とする
円軌道がほぼ実現されている．しかしながら，拘束運動の学習
（Fig. 9～12）においては学習が収束するのに 10回程度の繰り
返し試行が必要であった．ただこの場合でも各試行における初

期状態に関する条件が大きく異なることに注意されたい．オフ
ライン学習法ではマニピュレータの初期状態を試行ごとに完全
に一致させる必要があるが，オンライン学習法の場合は異なっ
ていても構わない．現実の場面を考えると試行ごとの初期状態
を常に一定に保つというのはかなり厳しい条件であり，この点

は本論文で提案するオンライン学習法の大きな利点であろう．
この学習収束に必要な繰り返し回数を削減し，より効率よく

NNの学習を進めるためには，NN自体の工夫が必要であると
考えている．本論文では制御系の構成法や学習則を工夫するこ

とにより，一般的な誤差逆伝搬型 NN でもかなり効率的なロ
ボットインピーダンスの学習が可能であることを示した．しか
しながらより効果的な学習や実機による学習実験を実現するた
めには，各NNの構造自体もロボットインピーダンスに適した

ものにしていく必要がある．今後は，インピーダンス制御に適
したNNの構造，効果的な学習率決定法などについて考察する
とともに，より複雑な作業を対象にして本手法を改良していく
予定である．
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